4.2.1 MLP-verkon optimaalisuusehdot

Kuten luvussa 3 opittiin, gradientti-pohjaisten optimointimenetelmien kayttamiseksi kus-
tannusfunktion (4.14) minimointiin tarvitaan lausekkeet funktion derivaatoille -2 e ,1 ja 22

8702
Nimittdin, tehtdvin (4.15) lokaalin ratkaisun (W'*, W2") karakterisoivat ehdot
£ o Vi JW W25 (0]
1 2ty _ | Vw ) _
V(Wl,w2)](w ,W ) — [szj(wl*, Wz*) — O 9 (416)

jotka on kédytetyn formalismin perusteella annettu jo valmiiksi matriisimuodossa (siis suo-
raan matriisien W' ja W? eika niiden komponenttien avulla).

Seuraavaksi tarkoituksena on johtaa matriisimuotoiset kaavat kustannusfunktion J(W', W?2)
derivaatoille. Derivaattojen muodostamiseen kaytetyt laskutekniikat eivit ole ollenkaan olen-
naisia timin kurssin kannalta', mutta saatuja tuloksia tarvitaan jatkossa.

Allaoleva analyysi edellyttdd, ettd aktivaatiofunktiot funktiomatriisissa # ovat derivoituvia.
Aikaisemmin esitettyjen 'k-sig’ ja 'k-tanh” funktioiden tapauksessa tdmaé oletus on luonnol-
lisesti voimassa.

Pohjustetaan optimaalisuusehtojen muodostumista muutaman aputuloksen kautta.

Lemma 1. Olkoot v € R™ ja y € R"™ annettuja vektoreita. Gradientti-matriisi Vw J(W) €
R™2*™ funktiolle

1
JW) = [[Wv -y

on muotoa

Vw](W) = [Wv —y]v.

Todistus. Kustannusfunktio J(W) on komponenteittain aukikirjoitettuna muotoa

2
JW) = Z(quv] i), (4.17)

1

missd i on siis matriisin W rivi- ja j sarakeindeksi. Nyt suoralla laskulla saadaan

2 ()

mq
8Wz (Z Wijvj — i) vi=[Wv—yliv' (4.18)
0]
== W =[Wv—y]v'.
Tassa kaytettiin MATLAB-tyylistd lyhennysmerkintdd : rivivektorille w;.. Tama todistaa
tuloksen. O

Lemma 2. Olkoot W € R™2*™ annettu matriisi, y € R™ annettu vektorija F = Diag{fi(-)};",
annettu diagonaalinen funktiomatriisi. Funktion

1
OEWEZORSR (419)
gradienttivektori V,J(u) € R™ on muotoa

V.J(u) = Diag{ ¥ (u)} W' [W (u) — y].
1EI TAATUSTI TULE TENTTIIN!!!
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Todistus. Tarkastellaan jdlleen aluksi kustannusfunktiota komponenteittain aukikirjoitettuna

2
1 my my 1My
Jw=5Y ( w; i) - y]) =Y Jiw, (420)
=1 \i=1 j=1
miss siis asetettiin J;(u) = 1/2 X" (wj; fi(u;) — y;)* = 1/2[W F(u) — y[3. Téstd saadaan edel-
leen laskettua
9 _ |y () = Wi fi () [W 421
T Z{wjifi(uj) — i | Wik fi(ux) = wj fil(u) W F () — yl;. (4.21)
Muistetaan, ettd u on vektori, jossa on mj,-rivid. Kuten Lemmassa 1 saadaan J(u):n derivaatta
koko vektorin u suhteen muodostettua kasittelemalld indeksia k rivi-indeksiné ja indeksia j
sarakeindeksina. Tdlloin saadaan

wn f1(u1) wn (1) .o Wy fi(u)
W12 fé(”z) W fé(”z) cee Wiy fé(”z)
VuJ(u) = : : . : [WH(u) -yl
Wimy f;’?ll(uml) Wam, fr’nl(u"ﬁ) coe Wmgmy fr’nl(uml) (4-22)

= (WDiag{#')})  [W () - y] = Diag{ ¥ (w)} W [W () - yl,

joka on tdsmélleen haluttu tulos.

Korollaari 1. Jos lemmassa 2 funktiomatriisi #(u) on yleistd muotoa (ei valttamatta diago-
naalinen), saadaan kustannusfunktion (4.19) gradienttivektorille V,J(u) € R™ lauseke

) T
VW= (WF W) WFw-yl,

missd 7 (u) tarkoittaa matriisia, jossa funktioiden derivaattojen arvot on laskettu vektorin u

komponenteille.

Lemma 3. Olkoon W € R"2*™ annettu matriisi, # = Diag{fi(:)}!"}, annettu diagonaalinen
funktio-matriisi ja v € R™, y € R™ annettuja vektoreita. Gradientti-matriisi Vw]J(W) €
R0 kustannusfunktiolle

JW) = %HWT(WV) -yl (4.23)

on muotoa
Vw/(W) = Diag{ F (Wv)} W' [W F(Wv) — y]v".

Todistus. Jotta laskut helpottuisivat, esitelldadan aluksi uusi, ylimdardinen muuttuja u = Wv.
Sen sijaan, ettd kasiteltdisiin suoraan tehtavaa (4.23) kdsitellddnkin sen kanssa ekvivalenttia
(yhtdpitavaa), rajoitettua optimointitehtavaa

min f(u, W) = % IW F(u) —y||* ehdolla u= Wy, (4.24)

(u,W)

missd u:ta ja W:td késitelldan toisistaan riippumattomina muuttujina, joita annettu rajoite si-
too yhteen. Tehtdvadn (4.24) liittyva ns. Lagrange-funktio on muotoa

L(u, W, X) = J(u, W)+ X (u —Wv), (4.25)
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missd A € R™ sisdltdd annettuun rajoitteeseen liittyvit ns. Lagrangen kertoimet.

Kun huomataan, ettd funktionaalit [(u, W) ja L(u, W, A) saavat tismalleen saman arvon kun
rajoite u = Wv on voimassa, seuraa tastd, ettd tehtdvan (4.24) ratkaisu voidaan karakte-
risoida my®s ns. satulapiste-ehtojen VL(u, W', A) = 0 avulla. Lasketaanpas siis derivaatat
VoL, VwLja VL (vektori- ja matriisi-muotoisina) Lagrange-funktiolle (4.25) seuraavaksi.
Gradientti-vektorilla V,£L(u, W, X) on Lemman 2 perusteella esitys

VoL = VuJ(u) + A = Diag{ F (u)} W' [W F(u) — y] + A. (4.26)
Muille derivaatoille saadaan samantyyppisilld laskuilla kuin edelldkin esitykset

VwLl = =Avl, (4.27)
Val = u—Wv. (4.28)

Kayttamalld (4.26):n mukaista kaavaa —\ = Diag{ ¥ (u)} W' [W #(u) — y] ja sijoittamalla
tama (4.27):4an saadaan

VwL = Diag{ ¥ (u)} W [W F(u) — y]v". (4.29)
Kun sitten u korvataan (4.29):ssa Wv:ll4, saadaan lopulta
Vw] = VwZL = Diag{ F Wv)} W! [W F(Wv) —y]v’, (4.30)

jossa siis esiintyy pelkdstdan tuntematon matriisi W. Tehtdvien (4.23), (4.24) ja (4.25) yhtapi-
tavyyden nojalla (4.30) antaa halutun gradientti-matriiisin tehtdavélle (4.23). Huh huh! O

Lause 5. Gradienttimatriisit Vi (W', W?)ja V2 (W', W?) kustannusfunktiolle (4.14) ovat
muotoa

N ~
Vi JOW', W2) = . Y Diag{ ' (W'x)} (W) W F(W' %) - yi1]
&) : "
=< Y Diag{F (W'%)} (W})" e;%],
i=1
N ~ ~
Ve IW', W) = Y TW? F W' %) — ] [F W' 21"
(ii) =1

Z

e [F(W')]".

Z| =

Il
—_

Kohdassa (i) W3 on alimatriisi (W?), o i=1...,m; j=1,... m, eli matriisi W2 josta on
poistettu bias-termit siséltdva 1.sarake w3 (MATLABissa W7 = w2(:,2:n1+1)).
Todistus. Kohta (ii) seuraa suoraan lemmasta 1.

Laajennus-operaattorin =~ mddritelmdstd seuraa, ettd kaikille 1 <i < N pétee

~ A 1 A
e; =W F(W'%) —y; = [Wi Wi] [ FW! f«»] —yi=Wi+ Wi FW'R) —y;.  (431)
Kun tita kaavaa kdytetdan yhdessda Lemman 3 tuloksen kanssa komponenteittain (siis erik-
seen jokaiselle i =1, ... , N) kustannusfunktioon (4.15), saadaan kohdassa (ii) esitetty kaava
valittomasti. O
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Edelld esitetylld tekniikalla on mahdollista laskea gradientti-matriisien kaavat myos useam-
pikerroksiselle MLP-verkolle. Tasmalliset esitykset 16ytyvét lahteesta [TK].

Paatetddn tama kaavapldjaytys seuraavaan tulokseen, joka valaisee hieman sitd lopullista
rakennetta, jonka MLP-verkko datasta oikeasti oppii.

Korollaari 2. MLP-verkon tekemd keskimédardinen virhe + Y, e on nolla.

Todistus. Optimaalisuusehto YN e [A(l)]T O (missa 0( ) = F(W''Ry)), joka saadaan edel-
lisen lauseen kohdasta (ii), Vo1daan lausua myos laa]entamattomassa muodossa

1

LYl ©")'1=0. (4.32)

Mz

Il
—_

i

Kun téstd otetaan transpoosi, saadaan

N 1 (en)T (0)
T __ i
(1)] (e/)" = [ ) (o ] = [ ] : (4.33)
; [ N ZZ{ o;” ()" S
Mutta nyt ensimmadinen rivi kaavassa (4.33) osoittaa, etta % Y~ e = O, miti haluttiinkin
osoittaa. 0

Huomautus 1. Huomataan, ettd ylldoleva tulos oli pelkdstddn sen seurausta, ettd piiloker-
roksen ulostuloon 051) liitettiin WL:44n bias-termin lisddvé laajennus vakiolla yksi. Erityi-
sesti sen muunnoksen muodolla, joka tapahtui ennen viimeistd kerrosta, ei ollut saatuun
tulokseen mitdaan vaikutusta.

Kustannusfunktio 7(W!,W?) ja gradienttimatriisit DW' = V. J(W!,W?) ja DW? =
Vw2 J(W!, W?) voidaan muodostaa annetulle datajoukolle {x;,y;}Y, seuraavan algoritmin
mukaisesti. Tassd oletetaan, ettd meilld on olemassa m-funktio n_net_act, joka kutsulla
[0,01,d1] = n_net_act(w2,wl,k,x) palauttaa MLP-verkon ulostulon o seka piilokerrok-
sen ulostulon o1 ja vastaavan derivaattavektorin d1 annetulle vektorille x sekd verkon ark-
kitehtuurin (rakenteen) maarittavalle kolmikolle w2 ,w1, k.

Fori=1,...,N
1. Laske verkon muunnos [e,0,d] = n_net_act (W?, W' k, x,).
2. Laske vithee =e —y;.

3. Aseta 7= ]-I——e e.
Aseta DW' = DW1 + « Diag{d} (W})Te[1 x]]
Aseta DW? = DW’ + Le[l0"].

End For

Ihan lopuksi muistutetaan mieliin vield se tosiasia, ettd gradienttimatriisien nollakohdan
hakeminen antaa verkon painoille lokaalisti parhaat mahdolliset arvot. Jos halutaan etsia
globaalia minimimid opetukseen kdytettavélle kustannusfunktiolle (4.14), taytyy gradientti-
menetelmddn lisédtd jonkinlainen globalisointi-strategia. Yksinkertaisimmillaan tdima saadaan
aikaiseksi ratkaisemalla MLP-verkon opetustehtdva useita kertoja ldhtien satunnaisesti va-
lituista eri aloituspisteista.
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4.3 Esimerkkejd MLP-verkon kaytosta

4.3.1

0.5¢1

-0.5

0.5}

-0.5

MLP-verkon avulla tapahtuvassa aikasarjojen ennustamisessa pyritdan verkolle opettamaan
tuntematon kuvaus, joka liittdd valittujen muuttujien arvot ajanhetkilla t = 0, -1, ... (siis
nykyhetkelld ¢ ja sitd ennen toteutuneilla arvoilla) johonkin halutun muuttujan/muuttujien
arvoon tulevana ajanhetkend t 4 1 tai pidemmalle tulevaisuuteen ajanhetkiin ¢t + 2, t 4
3,.... Tekniikka konkretisoituu parhaiten tarkastelemalla kuvassa 4.4 havainnollistettuja

Aikasarjojen ennustaminen

-3 -2 -1 0 1 2 3

0.5¢1

-0.5

0.5}

-0.5

-3 -2 -1 0 1 2 3

-3 -2 -1 0 1 2 3

Kuva 4.4: Muuttujien x1-x4 aikasarjoja.

neljan muuttujan x1-x4 arvoja.

Padtetddan, ettd haluamme ennustaa muuttujan x4 arvon ajanhetkelld t = 0 kdyttdaen hy-
vaksi sekd muuttujan itsensd aikaisempia arvoja x4(—1), x4(—2) sekd muiden muuttujien
x1(—1), x2(—1) ja x3(—1) arvoja ajanhetkelld t = —1. Opetuksessa kaytettavat data-vektorit
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x; ja y; muodostetaan liu"uttamalla aikaikkunaa taaksepdin annetussa datassa:

x1(—1) x1(—2)
x2(—1) x2(—2)
xi = |x3(=1)|, y1= [x4(0)]; X = |x3(=2)|, y2= [x4(-1)]. (4.34)
x4(—1) x4(—2)
x4(—2) x4(—3)

Siispd yleisessd muodossa asetetaan

x1(—t)
x2(—t)
X; = x3(—t) Y= [¥4(—t+1)] t=1,2,... (4.35)
x4(—t)
x4(—(t+1))

niin pitkdan kuin x4(—(# 4 1)) on olemassa. Kdytdnnossa homma luonnollisesti toteutetaan
siten, ettd opetusaineiston muodostus -silmukkaa juoksutetaan datan alusta sopivaan indek-
siin ¢ asti. Jattimall4 annetusta datasta {x;} jokin osa (yleensa loppuosa) opetuksessa huo-
mioimatta voidaan saadun ennustimen hyvyytta testata opetustehtdvan ratkaisemisen jal-
keen tamdn ylimddrdisen ns. testijoukon avulla. Tama systeemi yleistyy luonnollisesti myos
muihin MLP-sovelluksiin.

Missa tdllaista tekniikkaa voisi hyodyntdd? Konkreettisena esimerkkind voisi olla vaikka-
pa jonkun osakkeen (osakkeiden) porssikurssin ennustaminen porssistd kerdttyjen tietojen
(esim. valittujen osakkeiden ja optioiden kurssien kehitys nykyhetkeen saakka) avulla Toi-
sena sovelluksena voitaisiin ajatella sidn ennustamista jollakin paikkakunnalla keraittyjen
lampétila, ilmanpaine, tuulen suunta yms. mittausten avulla. Rahan tekoa voisi tietenkin
yrittdd my0Os ennustamalla erilaisten urheilutapahtumien tuloksia vanhojen tulosten avul-
la. Lisdd mahdollisia esimerkkejd 10ytyy esim. viime vuonna vastaavalla kurssilla tehdyista
harjoitustoista.

Perusmuodossaan MLP-verkko suorittaa ensin lineaarisen muunnoksen annetulle datavek-
torille x;. Esimerkiksi aikasarjojen ennustamisessa saattaisi joskus olla hyodyllistd muodos-
taa jo valmiiksi jonkinlainen epélineaarinen muunnos annetulle datalle. Epalineaarisuus
saadaan helpoimmin aikaan soveltamalla jotain sopivaa (kanta)funktiota annettuun dataan
ja muodostamalla ndin uusia “kenttid” kdytettyihin datavektoreihin x;. Talloin puhutaan
korkeamman asteen prosessointiyksikoisti eli sigma-pi -yksikoistd. Edelld kdsittelemdmme esi-
merkin tapauksessa voitaisiin siis kaavassa (4.35) esiintyvan maarityksen sijaan kayttaakin
muotoa

x1(—t)
x1(—t)?
x2(—t)
Xt = .’X2(—t)2 t= 1, 2, ce (436)

x1(—t) x x2(—t)

Luonnollisesti ongelmana tdssd kuten yleensd muissakin monimutkaisemmissa MLP-
verkko -sovelluksissa on se, ettd verkon sisdltdimien tuntemattomien painojen (matriisien
W! ja W2 komponenttien) méard kasvaa nopeasti niin suureksi, ettd verkon opetusalgorit-
min vaatima suoritusaika rdjahtda kasiin (ainakin ilman erikoistemppuja).

36



Luokka 1 Luokka 2

Kuva 4.5: Kaksi luokkaa ja niihin liittyvat datavektorit.

4.3.2 Luokittelu

MLP-verkkoja kdytetdan usein erilaisten epélineaaristen [uokittimien muodostamiseen. Pe-
rusldhtokohtana on tilloin kokoelma datavektoreita {x;}, x; € R™ kaikille i, joiden tie-
detdan kuuluvan eri luokkiin ¢, k =1,...,K, missd K on luokkien kokonaismaara. Esi-
merkiksi pullonpalautusautomaatin yhteydessa luokat olisivat erityyppisid pulloja, joi-
den panttisummat vaihtelevat. Yhden datavektorin x; kentdt (eli vektorin komponen-
tit x;1, Xi2, ..., Xi,) Voisivat kuvata esimerkiksi pullojoukosta eri korkeudelta mitattujen
poikkileikkauksien pituuksia kédytetyissd mittayksikoissa.

Luokittelutehtdavan saattamiseksi MLP-verkon ymmartaméaan muotoon tarvitaan tapa, jolla
muodostetaan kuhunkin datavektoriin x; liittyva haluttu ulostulo y; siten, ettd se vastaa ha-
vainnon tunnettua luokkaa c,. Helpoin tapa luokan koodaamiseksi on kayttdd luonnollisia
kantavektoreita e, € RX. Siis, jos x; kuuluu luokkaan ¢y, valitaan vektoriksi y; kantavektori

yi=e/=[0...1...0]",

Kuvan 4.5 tapauksessa opetusaineiston halutuiksi ulostuloiksi valittaisiin talloin

yi:[(l):| i=1,...,6 yi:[(l)] i=7,... 11, (4.37)

Kéaytettyd valintaa (koodausta) tukee ainakin se tosiseikka (joka yleistyy myos useampien
luokkien tapaukseen), ettd ndin valitut luokkavektorit y; ja y, ovat lineaarisesti riippumatto-
mia eli yly, = 0.

Opetettua MLP-verkkoa kéytettdisiin varsinaisessa luokittelussa siten, ettd annettu data-
vektori x (pullonpalautusautomaattiin syotetysta uudesta pullosta mitatut poikkileikkauk-
set) sijoitettaisiin siithen luokkaan, joka vastaa suurinta arvoa verkon ulostulona antamasta
muunnosvektorista 0 = A (x). Siis, yleisessd tapauksessa valittaisiin

X € ¢, missd k = argmax o;.
)

Kéytetyssd kahden luokan esimerkissd tdimaé tarkoittaisi sitd (nyt siis o0 on R%:n vektori kom-
ponentein o5 ja 0,), ettd luokaksi valittaisiin "Luokka 1’, jos 01 > 0y, ja vastaavasti "Luokka
2’,jos 0, > 0,. Téstd ndhdaankin suoraan, ettd ns. luokkaraja (jossa luokittelija ei osaa erot-
taa luokkia toisistaan) kyseisten kahden luokan valilla sijaitsee joukossa {x € R™ : 0; = 0,}.
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Huomatetaan vield lopuksi, ettd timédn havainnon pohjalta luokittelijan voi tehda varovai-
semmaksi valitsemalla sopivan kynnysarvon 0 < 6 < 1 ja asettamalla luokaksi

"Luokka 17, joso; >o02+80,
"Luokka 2/, jos 0, >01+80,
"Luokittelematon’, muussa tapauksessa.

Luokittelun yhteydessd kannattaa muistaa lemmassa 2 saatu tulos, jonka mukaan MLP-
verkko konfiguroituu tilaan, joka vastaa haluttujen ulostulojen keskiarvoa. Siispa erityisesti
“MLP-luokittelijan” muodostama luokkaraja vetdytyy aina sen luokan dataa kohti, jota on
enemman. Datan méddrdstd riippumattoman luokittelijan muodostamiseksi taytyy alkupe-
rdistd kustannusta (4.14) skaalata sopivasti eri luokkia edustavien opetusvektoreiden {x¥, y*}

1
(luokan ilmaisevana indeksind kaytettiin tdssa siis k:ta) lukumdérien avulla (katso [TK]).

4.3.3 Tiedon kompressointi MLP-verkon avulla

MLP-verkon avulla voidaan my6s pyrkid pudottamaan annettujen datavektoreiden {x;} di-
mensiota siten, ettd prosessissa hukkuu mahdollisimman vdhan informaatiota. Tarkastel-
laan aluksi lineaarista tekniikkaa, ns. piikomponenttianalyysii (engl. PCA = Principal Com-
ponent Analysis), joka liittyy ldaheisesti lineaarisen Perceptron-verkon kayttoon (muista As-
kel 2 luvussa 4.1).

Piaikomponenttianalyysi?

Tavoitteena on muuntaa datavektorit {x;}, x; € R", uusiksi vektoreiksi {z;}, z; € R", siten,
ettd toisaalta m < 7 ja toisaalta esitys on mahdollisimman hyva eli x; ~ z; “sopivassa mieles-
sd”. Kuten johdantokappaleessa opittiin, jokainen R":n vektori x voidaan esittdd joidenkin
muiden (tdssd vaiheessd kiinnittdmé&ttomien) ortonormaalien kantavektorien (uy,...,u,)
avulla muodossa

n
x =Yz, missd zx = u}x. (4.38)
k=1

Kaava z; = u/x kertoimen z; madradmiseksi saadaan, kun identiteetti (4.38) kerrotaan mo-
lemmilta puolilta kinnella kantavektorilla u{ ja muistetaan liséksi monisteen alkupuolella
annettu maaritelma vektorijoukon {u,} ortonormaalisuudelle. Muistetaan viela se jo aiem-
min mainittu seikka, etta todellisuudessa kaava (4.38) suorittaa pelkastdan kaytetyn koordi-
naattisysteemin rotaation.

Luonnollinen tapa redusoida alkuperédisen vektorin x dimensiota on korvata se vektorilla z,
joka siséltad esityksessd (4.38) esiintyvat ne reaaliluvut z;, k = 1,...,m, joita vastaavat esi-
tyksen tarkkuuden kannalta merkittivimmit kantavektorit uy. Siis, tarkastellaan uutta vekto-
ria

X = Z Zuy + Z bkuk, (439)
k=1

k=m+1

2TAMAKIN OSA ON TENTIN KANNALTA YLIMAARAISTA ASIAA!!
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missd jalkimmadinen termi Y j_,,.; byu, siis siséltdd virheen, joka alkuperdisen vektorin x re-
dusoitu esitystapa Y., zyu, sisdltdd. Luonnollisesti tehdyn virheen suuruus saadaan kaavo-
jen (4.38) ja (4.39) avulla lausuttua muodossa

i (Zk - bk) Uy. (440)

k=m+1

Kuten MLP-verkon opetuksenkin yhteydessd, vield tdssd vaiheessa tuntematonta vektori-
joukkoa {uy} haetaan siten, ettd koko annetun datajoukon {x;} yli laskettu keskiméaardinen
virhe x; — X; olisi mahdollisimman pieni. Siispd vektoreiden u; méarddmiseksi meidan tulee
minimoida kustannusta

N N
Iquh =5 Y - x| = Z(xz ST %) = 1Y Y Ga-b (@4
i=1 z 1k=m+1

missi jélleen kaytettiin vektoreiden {u} ortonormaalisuutta hyvéksi. Derivoimalla (4.41)
komponentin by suhteen ja asettamalla derivaatta nollaksi saadaan aikaiseksi lauseke

1 N N
bk:NZz Zukxl—u,fNZx, (4.42)
i=1 i=1

missi X on siis vektoreiden {x;} odotusarvo (keskiarvo) % i_1 X;. Sijoittamalla esitykset (4.38)
(zixlle) ja (4.42) (b:lle) kustannukseen (4.41), voidaan se kirjoittaa muodossa (kdytetdan
kahdelle vektorille u ja v pitevdd yleistd tulosta (u’v)> = (u’v)(u’v) = (u'v)(viu) =
ul (vvl)u)

N 1 n N 1 n T
I{w}) = 5 Y ) (w (X — X) =5 u Ly, (4.43)
k=m+1i=1 k=m+1
missa matriisi ¥ on ns. kovarianssimatriisi
N
=Y (xi—%)(xi—x)". (4.44)
i=1

Nyt homma onkin selvd. Kaavassa (4.43) saatiin minimoitava kustannus esitettya kvadraat-
tisessa muodossa kovarianssimatriisin X avulla. Kun jdlleen muistellaan kappaleessa 1 esi-
tettyjd asioita matriisiin liittyvélle kvadraattiselle muodolle, saadaan johtopaétos, jonka mu-
kaan vektorit u; ovat (symmetrisen ja positiivisesti ainakin semidefiniittisen) matriisiin X
ominaisvektoreita. Koska nama olivat erityisesti ortonormaaleja, voidaan (4.43) saattaa lo-
pulta muotoon

Iuh=3 ¥ X (4.45)
=m+1

missd A, on vastaavasti kovarianssimatriisin £ k’s ominaisarvo. Tama tarkoittaa sitd, etta
kaavassa (4.39) madriteltyyn redusoituun (kompressoituun) esitykseen Y ;" ; zyu; valitaan m-
kappaletta ominaisvektoreita, jotka vastaavat m:44 matriisin ¥ suurinta ominaisarvoa.

SUMMA SUMMARUM: datan lineaarinen muunnos, joka sdilyttiia suurimman mddirin informaa-

tiota, on datavektoreiden projisointi kovarianssimatriisin suurimpia ominaisarvoja vastaaville omi-
naisvektoreille. Prosessissa hukkuneen informaation miirid kuvaa jiinnostermi kaavassa (4.45).
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Huomautus 2. Padkomponenttianalyysilld saadaan siis méaédréttyd lineaarinen muunnos, jo-
ka redusoi datan dimensiota hukkaamalla mahdollisimman vdhan (valitun maaran) infor-
maatiota. Kun muistetaan, ettd varsinaisen MLP-verkon ensimmadisessd kerroksessa teh-
dddn mydskin ensin lineaarinen muunnos, huomataan, ettd monissa tapauksissa padkom-
ponenttianalyysid voidaan/kannattaa soveltaa annetun opetusdatan esikéasittelyssa ennen
varsinaista MLP-verkon opetusta.

MLP-verkon avulla suoritettu kompressointi

Tarkastellaan lopuksi varsinaisesti sitd, miten annetun datan dimensiota voitaisiin pudot-
taa MLP-verkon avulla. Periaate on sama kuin pddkomponenttianalyysissakin eli haluam-
me esittdd annetut datavektorit pienemmalla maaralla muuttujia siten, ettd prosessissa huk-
kuu mahdollisimman vdhan informaatiota. Yleisessa tapauksessa tama vastaa sité, ettd data
aluksi koodataan jollakin menetelmélld X pienemmalle mddrdlle muuttujia ja kddnteisope-
raationa on redusoidun datan dekoodaus menetelmalld D, joka palauttaa alkuperéisid data-
vektoreita “mahdollisimman hyvin”. Formaalisti esitettynd pyritadn siis siihen, etta

x; ~ D(K(x;)) (4.46)

kaikille datavektoreille x;, i =1,...,N.

MLP-verkon tapauksessa perusldhtokohtana on kdyttdd kooderina X ja dekooderina D
alku- ja loppuosaa monikerroksisesta Perceptron-verkosta siten, ettd tavoite (4.46) toteutuu
mahdollisimman hyvin. Aluksi opetusdatan halutuiksi ulostuloiksi y; valitaan siten tasmiil-
leen samat datavektorit x; kaavan (4.46) mukaisesti. Varsinaiseksi MLP-verkoksi voidaan sit-
ten valita esimerkiksi nelikerroksinen rakenne (hirvittaako?)

W* P2 (W3 W2 FL W' %)), (4.47)

missd W' € Rt W2 ¢ Rixmtl s W3 g Rsxmtl jg Wt e R™*+ | T4llgin painomatrii-
sin W? rivien lukuméaéra n, sisiltdd redusoiduille datavektoreille asetetun dimension, jol-
le siis valitaan 1, < ny (n9:1la merkittiin alkuperdisten datavektoreiden x; dimensiota). Te-
kemédssimme valinnassa kaavaan (4.46) sisdltyvd kooderi on siis X (x) = W? FIW'R) ja
dekooderi D(z) = W* F2(W?32). Kuten aikaisemmin padkomponenttianalyysin yhteydes-
sd huomattiin, saadaan prosessissa tehdyn virheen suuruus suoraan kustannusfunktion
J ({Wl}le)) arvosta, joka on laskettu lopullisille (opetusalgoritmin antamille) painomatrii-
seille (W', W2, W3 WH*).

Kuten ylldolevasta tavasta huomataan, perusongelmana MLP-verkon kaytolle datan
kompressointiin on jélleen neljain painomatriisin sisaltdmien, alunperin tuntemattomien,
komponenttien suuri méadrd. Siksi myoskin tdssd yhteydessa tehokkaiden (= vahdan muistia
ja CPU-aikaa vaativien) opetusalgoritmien kehittiminen ja soveltaminen on valttimatonta.
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